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Abstract : Prognostic algorithms for condition based maintenance of critical machine components are 
presenting major challenges to software designers and control engineers. Predicting time-to-failure accu-
rately and reliably is absolutely essential if such maintenance practices are to find their way into the industrial 
floor. Moreover, means are required to assess the performance and effectiveness of these algorithms. 

 
1. Introducere 
 
 Pe măsură ce procedeele de fabricaţie devin mai complexe şi extrem de sofisticate, 
calitatea devine crucială. Defecţiunile în funcţionarea maşinilor limitează timpii de 
producţie, iar practica întreţinerilor programate tinde să reducă perioada de lucru a 
maşinilor având drept rezultat pierderea de productivitate.  
 Recentele progrese în domeniul aparatelor de măsură, al telecomunicaţiilor şi al 
calculatoarelor au făcut disponibile întreprinderilor industriale noi senzori şi strategii de 
detecţie, reţele la nivel de fabrică şi tehnologii informatice, care ajută la îmbunătăţirea 
substanţială a ciclurilor de producţie.  
 Diagnosticarea şi prognosticarea pentru Condition-Based Maintenance (CBM) 
implică un sistem integrat cu o arhitectură care incorporează un modul de diagnoză –  
diagnosticianul – care evaluează prin intermediul senzorilor activi starea curentă a 
componentelor instalaţiei, modulul de prognosticare – prognosticatorul – care preia 
informaţia de la diagnostician şi decide pe baza unui istoric al defecţiunilor şi al unui model 
de defecţiuni, programarea operaţiilor de mentenanţă, fără a afecta funcţionarea 
sistemului. Ierarhia metodelor de prognosticare se prezintă în figura 1. 

 
Fig. 1. Ierarhia metodelor de prognosticare [1] 

 
Cea mai grea problemă este determinarea timpului de funcţionare rămas din 

momentul detectării anomaliei până în momentul în care trebuie oprită din funcţionare 
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sistemul. Metodele de prognosticare folosite sunt prezentate în tabelul 1. 
Tabel 1. Metode de prognosticare [2] 

 Experienced - based Evolutionary Physics - based
Engineering model Not required Beneficial Required 
Failure history Required Not required Beneficial 
Fast operating conditions Beneficial Not required Required 
Current conditions Beneficial Required Required 
Identified fault patterns Not required Required Required 
Maintenance history Beneficial Not required Beneficial 
In general No Sensors / No Model Sensors / No Model Sensors & Model

 
2. Prognosticatorul 
 

Prognosticatorul realizează legarea informaţiei de diagnoză cu planificatorul 
mentenanţei. Realizează predicţia dinamică recepţionând datele de la modulele de 
diagnoză şi determinând intervalul de timp în care mentenanţa este obligatorie de executat 
pentru a fi păstrată integritatea proceselor de execuţie. Predicţia este dinamică deoarece 
pe măsură ce primeşte date noi ajustează intervalul de timp. În figura 2 se prezintă 
arhitectura sistemului de prognosticare. 

 
Figura 2. Arhitectura sistemului de prognosticare [4] 

 
Diagnosticianul monitorizează continuu datele primite de la senzori şi decide despre 

existenţa unor condiţii iniţiale de defecţiune. Detecţia şi identificarea unei defecţiuni 
declanşează prognosticatorul, care va trimite un raport modulului CBM privitor la durata de 
funcţionare rămasă pentru componenta şi maşina de lucru. 

Arhitectura prognosticatorului este bazată pe un model de reţea neuronală de tip 
wavelet (WNN) şi cuprinde două elemente : 
- un senzor virtual, care acumulează toate datele măsurate cu privire la defecţiune 
- predictorul, care pe baza stării curente ale componentelor, estimează durata de viaţă 
rămasă pentru maşina de lucru. 

WNN (Wavelet Neural Network) aparţine unei noi clase de reţele neuronale cu 
capabilităţi unice în domeniul identificării şi clasificării problemelor. Wavelet – urile sunt o 
clasă de elemente de bază cu oscilaţii cu durată finită, care le face să semene cu nişte 
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unde mici şi oferă un cadru natural, pentru analiza semnalelor şi a imaginilor. Pe de altă 
parte, reţelele artificiale neuronale constituie o puternică clasă de funcţii neliniare pentru 
aproximări. Prin îmbinarea celor două a luat naştere WNN. 

 Pentru a putea modela evoluţia în timp a sistemelor dinamice s-a elaborat DWNN 
(Dynamic Wavelet Neural Network) a cărui structură de bază este prezentată în fig. 3 [4]. 
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Figura 3. Dynamic Wavelet Neural Network :    ))(,),(),(,),(()1( NtUtUMtYtYWNNtY −−=+ LL  

 
Deoarece majoritatea componentelor nu pot fi măsurate direct în timpul funcţionării, 

se foloseşte WNN ca şi un senzor virtual, care preia datele măsurate şi generează evoluţia 
în timp a şabloanelor de defecte. 

Cea mai importantă noţiune în cazul predicţiei este Time-To-Failure (TTF) – timpul 
până la căderea componentei maşinii. Reprezentarea schematică a DWNN cu funcţia de 
Predictor este realizată în figura 4. 
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Figura 4. Reprezentarea schematică a DWNN cu funcţia de Predictor [4] 

 
Procesul este monitorizat în timp real folosind senzori adecvaţi sau senzori virtuali. 

Datele obţinute sunt prelucrate în timp continuu, iar rezultatele sunt organizate după timp 
într-un vector care este intrarea în DWNN unde se procesează rezultând o identificare şi 
clasificare dinamică. 

Cel mai important criteriu pentru alegerea algoritmilor trebuie să fie raportul cost / 
beneficiu, aplicat la întregul sistem CBM. Pentru a creşte precizia se poate folosi un 
mecanism de învăţare adaptivă sau un algoritm genetic, care va optimiza rezultatele. 
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3. Examplu 
 
 Studiu vibraţiilor unui rulment este cel mai elecvent. Figura 5 prezintă vibraţiile unui 
rulment bun, respectiv a unuia cu defect, iar în figura 6 se prezintă densitatea de putere 
spectrală a acestora. Figura 7 prezintă analiza realizată cu un model auto-regresiv iar in 
figura 8 cu un model WNN în acest caz algoritmul WNN aproximând mai exact [4]. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Figura 5. Vibraţiile unui rulment bun    Figura 6. Densitatea de putere spectrală 
      şi a unuia cu defect              la un rulment bun şi la unul cu defect 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 

 Figura 7. Predicţia cu un model AR   Figura 8. Predicţia cu model WNN 
 
4. Concluzii 
 
 Economiile aduse de CBM nu sunt aduse numai de micşorarea numărului de căderi 
accidentale ci în special de micşorarea numărului de intervenţii planificate care pot fi 
planificate cu exactitate pe baza predicţiilor bazate pe starea şi evoluţia viitoare a 
echipamentelor. În ultima perioadă se foloseşte şi noţiunea de PHM – managementul 
predictiv al sănătăţii echipamentelor. 
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